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Panoramik Radyografilerde Mandibular Kondil Morfolojisinin 
Belirlenmesinde Yapay Sinir Ağlarının Performansının 
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ÖZET Amaç: Bu çalışmada; yapay sinir ağlarının (YSA), panoramik 
filmlerde mandibular kondil morfolojisini belirlemedeki performansı-
nın değerlendirilmesi amaçlanmıştır. Gereç ve Yöntemler: Çalışma 
için 18 yaş altı bireylere ait olan toplam 1.645 dijital panoramik gö-
rüntü incelendi. Bu görüntüler üzerinde sağ ve sol eklem olmak üzere 
toplam 3.290 mandibular kondil bölgesi kesilerek morfolojik açıdan 
değerlendirildi. Kesilen görüntüler normal ve anormal olarak etiketle-
nen kondil görüntüleri YSA modeline verilmek üzere %75 eğitim seti, 
%15 doğrulama seti ve %10 test seti olarak ayrıldı. Çalışmada, sinir 
ağı mimarisi olarak DenseNet mimarisi kullanıldı. Bulgular: Çalışma 
kapsamında, özellikle seçilen sinir ağı modeli ile eğitim aşaması için 
%91,76’ya ulaşırken, test aşaması için %89,00 doğruluk oranı ile yük-
sek performansa ulaştığı varsayılmıştır. Buna göre normal sınıfı için 
197 adet normal etiketi test edilirken, 19 adet veride yanlış olarak anor-
mal etiketi bulunmuştur. Bununla birlikte değerlendirme sırasında 96 
adet anormal sınıfı doğru olarak test edilirken 17 adet veri ise normal 
olarak değerlendirilmiştir. Sonuç: Mandibular kondil morfolojisi, YSA 
kullanılarak yüksek oranda doğru tespit edilmiştir. İlerde yapılacak ça-
lışmalarda veri sayısı artırılarak başarının daha da artırılması müm-
kündür. Temporomandibular eklem bölgesinin yapay zekâ destekli 
programlar tarafından yüksek doğrulukla değerlendirilebilmesi, klinikte 
çokça karşılaşılan bu grup hastaların doğru tanı almalarını hızlandıra-
cak ve doğru yönlendirme ile daha çabuk tedavi imkânı bulmalarını ko-
laylaştıracaktır. 
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ABS TRACT Objective: In this study; it is aimed to evaluate the per-
formance of artificial neural networks in determining the morphology of 
the mandibular condyle in panoramic images. Material and Methods: 
A total of 3,290 including right and left joints, mandibular condyles were 
cut and morphologically examined on 1,645 digital panoramic images. 
Condyle images that labeled as normal and abnormal were divided into 
75% training set, 15% validation set and 10% test set to be given to the 
artificial neural network model. In this study, DenseNet architecture and 
GoogLeNet architectures was used as the neural network architecture. 
Results: Within the scope of the study, it was assumed that while it 
reached 91.76% for the training phase with the selected neural network 
model, it reached a high performance with an accuracy rate of 89.00% 
for the test phase. Accordingly, while 197 normal labels were tested for 
the normal class, 19 incorrectly abnormal labels were found in the data. 
However, during the evaluation, 96 classes of abnormal were tested cor-
rectly, while 17 data were evaluated as normal. Conclusion: A high rate 
of success has been achieved with the use of artificial neural networks 
in determining the morphology of the mandibular condyle. It is possible 
to further increase the success by increasing the number of data in future 
studies. Evaluating the temporomandibular joint region with high accu-
racy by artificial intelligence-supported programs will accelerate the cor-
rect diagnosis of this group of patients, who are frequently encountered 
in the clinic, and make it easier for them to get treatment more quickly 
with the right guidance. 
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Temporomandibular eklem (TME); temporal ve 
mandibular kemikler arasında oluşan, başın tek hare-
ketli eklemi olma özelliği taşıyan bir çift eklemdir. 
TME, temporal kemiğin mandibular fossasına uyan 
mandibular kondil tarafından oluşturulur.1 

Mandibular kondil; mesio-distal yönde geniş, 
konveks yüzeylere sahip ve kabaca oval olarak tarif 
edilen bir şekle sahiptir. Bununla birlikte mandibular 
kondilde morfolojik değişiklikler görülebilmektedir. 
Bu değişiklikler; normal fonksiyona, parafonksiyo-
nel alışkanlıklara veya dejeneratif eklem hastalıkla-
rına yanıt olarak kondillerin yeniden şekillenmesinin 
bir sonucu olarak ortaya çıkabilir. 

Panoramik radyografi tekniğiyle elde edilen gö-
rüntülerde; TME bölgesine, kafa kemiklerinin süper-
poze olması nedeniyle bu bölgenin yorumlanması 
oldukça güçleşmektedir. Bununla birlikte panoramik 
görüntü; TME’nin ve çevresindeki anatomik yapıla-
rın genel görünümünü sağlamak, her iki eklemin kar-
şılıklı değerlendirmesini yapmak için kullanılan 
faydalı bir görüntüleme yöntemidir. Konik ışınlı bil-
gisayarlı tomografiden (KIBT) daha ucuz, daha ula-
şılabilir ve radyasyon dozunun daha düşük olması 
gibi avantajları nedeniyle eklemin kemik bileşenle-
rinde meydana gelen değişikliklerin görüntülenme-
sinde sıklıkla ilk aşamada tercih edilmektedir. 
Ayrıca kondillerin morfolojisini değerlendirmek için 
farklı tekniklerin çeşitli karşılaştırmalı çalışmaları 
yapılmıştır. Hegde ve ark. konvansiyonel radyografi 
tekniklerinin, TME anormalliklerini ve kemik deği-
şikliklerini belirlemek için kullanılabilecek yararlı 
ve değerli bir görüntüleme yöntemi olduğunu bildir-
mişlerdir.2 

Yapay zekâ (YZ) günümüzde her alanda ol-
dukça fazla kullanılmakta ve uygulandığı her alana 
kolaylık ve pratiklik sağlamaktadır. İş yükünün ve za-
mana olan ihtiyacın artması ile YZ oldukça kullanışlı 
hâle gelmiştir. Günümüzde medikal alanda, YZ ve 
özellikle bilgisayarlı görü tekniklerinin uygulanması 
önemli ölçüde yaygınlaşmaktadır.3 Bu sebeple, insan 
gücüne dayalı bir tespit yerine YZ’den destek alacak 
bir karar destek mekanizması sıklıkla tercih edilen bir 
çözüm olmaktadır.  

Yapay sinir ağları (YSA) olarak sınıflandırılan 
sinir ağları, verileri işlemek için kullanılır. Sinir ağ-

ları, derin öğrenme yöntemlerinde yaygın olarak kul-
lanıldığından, “Derin Sinir Ağları” terimi geçerlilik 
kazanmıştır. YSA, YZ merkezinde yer alan oldukça 
geniş bir mimari üzerine kurulu modellerdir.4 YSA 
modelleri, kapsamlı miktarda veri içeren bir derin öğ-
renme süreci yoluyla, bir bilgisayarın kendi başına 
düşünmeyi öğrenme, karar verme ve sorunları çözme 
kapasitesiyle sunulmasını sağlayan bir tür YZ algo-
ritmasıdır.5 

Görüntü segmentasyonu; düz radyografi, bilgi-
sayarlı tomografi, manyetik rezonans ve ultrason 
görüntüleri dâhil olmak üzere çeşitli yöntemler kul-
lanılarak elde edilen görüntülerdeki çeşitli anatomik 
yapıları veya lezyonları tanımlamak için kullanılmış-
tır. Diş hekimliğinde; diş segmentasyonu, yaş tah-
mini, üçüncü molar dişler ve mandibular alveolar 
sinir arasındaki ilişkinin tespiti, kistler ve maksiller 
sinüs gibi klinik durumlar için YZ algoritmalarının 
uygulandığı çeşitli çalışmalar bildirilmiştir.6-9  

Bu çalışmada; YSA’ların panoramik radyogra-
filerde mandibular kondil morfolojisini belirlemedeki 
performansı değerlendirilmiştir. 

 GEREÇ VE YÖNTEMLER 

GÖRüNTüLERİN SEÇİLMESİ, HAzIRLANMASI VE 
DEğERLENDİRİLMESİ 
Mandibular kondil morfolojisinin değerlendirilmesi 
için Karabük Ağız ve Diş Sağlığı Eğitim ve Araş-
tırma Hastanesi röntgen arşivine ait Aralık 2020 ile 
Şubat 2022 tarihleri arasında çekilmiş olan ve rast-
gele seçilen DICOM formatındaki 2.000 panoramik 
radyografik görüntü incelendi. Bu görüntüler, üreti-
cinin talimatları doğrultusunda (80 kV tüp voltajı, 9 
mA ve 14,4 sn) ve aynı panoramik radyografi cihazı 
(I-Maxtouch, OwandyRadiology, Fransa) kullanıla-
rak elde edilen görüntülerdir.  

Çalışmamızın etik kurul onayı, Karabük Üniver-
sitesi Girişimsel Olmayan Klinik Araştırmalar Etik 
Kurulundan alınmıştır (13 Ocak 2021 tarih ve 
2021/451 nolu karar) ve çalışma Helsinki Deklaras-
yonu prensiplerine uygun olarak yapılmıştır.  

İncelenen panoramik radyografik görüntülerden; 
kondil sınırlarının izlenmesini bozacak kadar süper-
pozisyon olan 173, artefakt olan 38 ve 18 yaş altı bi-
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reylere ait olan 144 olmak üzere toplam 355 görüntü 
çalışmaya dâhil edilmedi. Mandibular kondillerin net 
olarak izlenebildiği, artefakt olmayan ve 18 yaş üze-
rinde olan bireylere ait toplamda 1.645 panoramik 
görüntü üzerinde 3.290 kondil incelendi. 

Seçilen görüntüler, kondil başını incelemeye 
olanak verecek şekilde ve TIFF formatında ayrı ayrı 
kırpılarak çıkarıldı. Kesilen görüntüler üzerinde sağ-
sol ayrımı yapılmadan, mandibular kondil sınırları çi-
zilerek işaretleme yapıldı.  

Modele girdi olarak verilecek görüntüler, algo-
ritmanın uygun görüntü boyutlarına yönelik ilgili ön 
işleme tekniklerinden geçirildi. Bu aşamada, kullanı-
lacak ESA modeller için görüntüler yeniden boyut-
landırma aşamasından geçirilerek ilgili modelin 
türüne bağlı olarak 224x224 piksel boyutlarına indir-
generek yeniden düzenlendi (Şekil 1).  

Mandibular kondilin sınırları normalde düzgün, 
kesintisiz ve dışbükeydir.1 Bu nedenle normal kon-
dillerin dış hatlarının baştan sona dışbükey bir konfi-
gürasyona sahip olması ve aynı bireyde her iki kondil 
arasında simetrinin bulunması gerektiği varsayılır. 
Ancak kondil başının üst yüzeyinde hafif düzleşme 
veya belirgin dışbükeylik gibi anatomik varyasyonlar 
gözlenebilmektedir. Bu durumda, sağ ve sol kondil 
başlarının boyutu ve şekli karşılaştırılmalı ve mandi-
bulanın simetrisi değerlendirilmelidir.1 

Çalışmamızda; sınırları düzgün konveks ve ke-
sintisiz olan kondiller, simetrikleri ile birlikte değer-
lendirilerek, normal olarak etiketlenmiştir. Bu 
kriterlere uymayan; sınırları kesintili, düz olup si-
metrik olmayan veya içbükey sınırlara sahip kondil-
ler anormal sınıfına dâhil edilmiştir. Hafif düzleşme 
veya belirgin dışbükeylik olan kondiller simetrik ol-
duğunda normal sınıfına dâhil edilirken, tek taraflı ol-
duğunda anormal sınıfına dâhil edildi. Erozyon, 
osteofit formasyonu veya belirgin düzleşme gibi  
osteoartritik değişiklikler izlenen kondiller ve kuş  
gagası-deltoid-çarpık parmak-açılı-düz şeklinde mor-
folojik olarak sınıflandırılan tüm kondiller anormal 
olarak etiketlendi. Etiketlenen görüntülerin rastgele 
seçilen %20’lik kısmı; gözlemci içi uyum değerlendi-
rilmesi amacıyla aynı hekim tarafından farklı bir za-
manda tekrar incelendi. Sonuçların uyumu Cohen 
kappa analizi ile değerlendirildi. İstatistiksel analizler 
SPSS® yazılımı (Windows için SPSS v. 20.0; SPSS 
Inc., Chicago, IL) aracılığıyla gerçekleştirildi. Elde 
edilen κ değeri (κ=0,8); Landis ve Koch’a göre yo-
rumlandı ve yeterli düzeyde uyum olduğu tespit edildi. 

Hazırlanmış ve etiketlenmiş olan kondil görün-
tüleri, ESA modeline verilmek üzere %75 eğitim seti 
ve %15 doğrulama seti ve %10 test seti olarak ayrıldı.  

Şekil 2’de geliştirilen yöntemin detaylarına yer 
verilmektedir. Buna göre girdi verisi olarak ham gö-
rüntüler kullanılırken, ilgili DenseNet algoritmasın-

ŞEKİL 1: Veri kümesinin elde edilmesi ve sinir ağına girdi olarak verilme mimarisi/şematiği.

Panoramik radyografilerin ilgi bölgesi 
seçimine göre seçilmesi

Kondil bölgesi kesitleri Normal kondil kategorisi

Anormal kondil kategorisi

Verinin ön işlenmesi

Görüntünün yeniden 
boyutlandırılması

Normal Anormal

Önerilen Algoritma (Tespit+Sınıflandırma)

224,224
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dan geçirilerek bir sınıflandırma görev çıkışı elde 
edilmektedir. Çalışmada önerilen mimari, 4 adet 
yoğun bloktan geçirilerek her bir yoğun blok arasında 
bir konvolüsyon işlemi gerçekleştirerek ortalama ha-
vuzlama katmanına iletilmiştir. Daha sonra, sinir 
ağında yer alan nöronların birbirine tam bağlantılı 
bağ kurması ile mimarinin son aktivasyon fonksiyonu 
konfigüre edilmiştir. Alınan net girdiyi ilgili model-
den geçirerek net çıktı olarak hesaplamayı sağla-
maktadır. Bu sebeple, sinir ağlarında ve özellikle çok 
kategorili sınıflarda yaygın olarak kullanılmakta olan 
Softmax fonksiyonu seçilmiştir. Softmax, genellikle 
son katman olarak göründüğü derin öğrenme sınıf-
landırma görevlerinde popüler bir seçim olarak kul-
lanılmaktadır.10-12 

DenseNet mimarisinin yoğun bağlantıları ile 
yüksek performanslı bir topluluk modeli oluşturul-
muştur. Derin öğrenme modellerinde katman ve süreç 
sayısı arttıkça katmanlardaki bilgi kaybıyla karşılaşı-
labilmektedir. Buna ilaveten DenseNet mimarisi, 
özellik haritalarını her katmanda ileri beslemeli ve yi-
nelemeli bir modelde birleştirerek diğer mimariler-
den daha yüksek bir bilgi akışı sağlamaktadır.13 
Güçlü öznitelik yayılımına sahip olan bu mimari, yok 
olan gradyan problemini çözerken parametre sayısını 
azaltır. 

Sınıflandırma modellerinin değerlendirilme-
sinde genellikle literatürde sıkça yer alan doğruluk, 
hassasiyet, duyarlılık ve f1-puanı metrikleri kullanıl-
maktadır.14 Yalnızca tek bir metrik ile model perfor-

mansını başarılı bulmak neredeyse imkânsızdır.  
Denklem 1, 2, 3 ve 4’te yer alan metrikler modelin 
başarı ölçütlerinden sayılmaktadır. Model perfor-
mansı değerlendirilirken yalnızca doğruluk puanı ye-
terli görülmemektedir. Hassasiyet değeri, pozitif 
olarak tahmin edilen sınıflarının kaç adedinin pozitif 
bulunduğunu hesaplarken duyarlılık değeri ise pozi-
tif olarak kesin tahmin edilmesi gereken sınıflar için 
ne kadarının doğru tahmin edildiğini hesaplamaktadır 
[doğru pozitif (DP), doğru negatif (DN), yanlış pozi-
tif (YP), yanlış negatif (YN)]. 

           DP+DN 
Denklem 1: Doğruluk =  

                 DP+DN+YP+YN 
          DP 

Denklem 2: Hassasiyet = 
              DP+YP 

        DP 
Denklem 3: Duyarlılık =  

            
DP+YN 

Doğruluk değerinin hesaplanmasında tüm pozi-
tif ve negatif değerler kullanılarak, ölçülürken has-
sasiyet değerlerinin hesaplanması için Denklem 2’de 
yalnızca pozitif olan veriler kullanılmıştır. Diğer he-
saplama ölçütlerinden olan duyarlılık değerlerinin 
hesaplanması Denklem 3’te verilmiştir. Ayrıca has-
sasiyet ve duyarlılık değerleri genellikle birbiriyle 
ters orantılıdır. F1 puanı, potansiyel optimizasyon 
yöntemlerini değerlendirmek için bir ölçümdür. Geri 
çağırma ve kesinlik değerlerinin harmonik ortalaması 
alınarak elde edilir ve aşağıdaki formül kullanılarak 
hesaplanır.6 

ŞEKİL 2: Kondil sınıflandırması için özel olarak hazırlanmış DenseNet-201 mimarisi.
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     Hassasiyet * Duyarlılık 
Denklem 4: F1-puanı =2*  

     Hassasiyet + Duyarlılık 

Modelin deneysel bulgular bölümü için en çar-
pıcı olan metriklerinden bir tanesi ise kayıp değerle-
rini temsilen veren grafikleridir. Eğitim sırasında, 
oluşturulan her ilgili bölgedeki çoklu görev kaybı L 
ile belirtilir. Denklem 5’te kayıp değerinin (L) he-
saplanmasına yer verilmiştir. Buna göre kayıp değeri 
doğruluk değerinin 1’e tamamlanması ile bulunmak-
tadır. 

Denklem 5: L=1-Doğruluk 

 BULGULAR 
Bu çalışmada, panoramik radyografiler üzerinden 
mandibular kondil bölgeleri kırpılarak, kondillerin 
morfolojilerinin yüksek performanslı tespiti ve nor-
mal/anormal şeklinde sınıflandırılmasına yönelik 
derin öğrenme tabanlı bir algoritma yaklaşımı uy-
gulanmıştır. Önerilen mimaride bir ESA türünden 
olan DenseNet mimarisi ile ortaya konulan tahmin 
skorları ve sonuçları, uzun ve tekrarlayan tespit  
görevlerinin otomatikleştirilmesini ve minimum 
maliyet-zaman yapısında gerçekleştirilmesini sağ-
lamaktadır. Çalışma kapsamında, özellikle seçilen 
sinir ağı modeli ile eğitim aşaması için %91,76’ya 
ulaşırken test aşaması için %89,00 doğruluk skoru 
ile yüksek performansa ulaştığı varsayılmıştır. Al-
goritma performansının yüksek olduğu ve test ve-
rilerinin eğitim verilerinden ayrı hazırlandığı göz 
önünde bulundurulmalıdır. Dolayısıyla mandibular 
kondil morfolojilerinin tespit edilmesi ile bir kondil 

bölgesinin belirlenmesi ve bu duruma göre anormal 
morfolojilerin sınıflandırılması için bir algoritma 
geliştirme olasılığı doğrulanmıştır. Önerilen sinir 
ağı algoritması sayesinde YZ’nin medikal alanda 
görüntüleri evrişimsel filtreleme ve sınıflandırma 
konusunda tercih edilmesinin sebebini kanıtlamış-
tır.  

Tablo 1’de yer alan GoogLeNet ağı sonuçları 
istatistiksel açıdan yuvarlanarak yazıldığı için tabloda 
büyük farklar yok gibi görülebilmektedir. Fakat bu 
durumun aksine GoogLeNet için her sınıf adına doğ-
ruluk değeri %83,52668213’ü bulurken, harmonik 
performans sonucunu veren f1-puanı değeri ise 
%83,30195731’i bulmuştur. 

Tablo 1’de yer alan başarı değerleri dikkatle in-
celendiğinde, DenseNet modelinin geliştirilmiş ol-
duğu 201 katmanlı versiyon mimarisi %6’lık bir artış 
farkı ile test aşaması için tabloda verilen doğruluk ve 
hassasiyet sonuçlarına ulaşmıştır. Bunun yanı sıra 
aynı eğitim verisi ve aynı ön işlem şartlarında doğru 
bir eğitim sağlandığında DenseNet-201 modeli için 
eğitim doğruluğu ise %91,76’ya ulaşmıştır. Bu du-
rumda, eğitim esnasında modelin gerçekleştirdiği 
kayıp değeri 0,2173’e ulaşırken test doğruluğu %89’a 
ulaşmıştır. Tablo 2’de ise normal ve anormal sınıfları 
için tek sınıf başına doğruluk metrik sonuçlarına yer 
verilmiştir. Anormal sınıfının, sınıflandırma başarı-
sının normal kondil sınıfına nazaran daha düşük ol-
ması beklenen bir sonuç olmuştur. Duyarlılık 
puanının hassasiyete göre daha yüksek oluşu model 
performansının değerlendirilmesinde kritik ölçüt olan 
Şekil 3’te yer alan karmaşıklık matrisi sonuçlarına 

Algoritma Doğruluk Hassasiyet Duyarlılık F1-puanı 
GoogLeNet %83 %84 %83 %83 
DenseNet-201 %89 %89 %88 %89

TABLO 1:  Yapay sinir ağlarının mandibular kondil morfolojisi tespitindeki karşılaştırmalı performans sonuç tablosu.

Sınıf Hassasiyet Duyarlılık F1-puanı 
Normal %88 %93 %91 
Anormal %90 %84 %87 
Makro ortalama doğruluk %89 %88 %89 
Ağırlıklandırılmış ortalama doğruluk %89 %89 %89 

TABLO 2:  DenseNet-201 modelinin mandibular kondil morfolojisi tespitindeki performans sonuç tablosu.



dayanmaktadır. Matris detaylıca incelendiğinde, di-
yagonal olarak yer alan değerler DP değerlerini ifade 
etmektedir. Bu durumda, denklemlerde yer alan per-
formans metrikleri için ilgili DP, DN, YP, YN de-
ğerleri bu matristen elde edilerek hesaplanmıştır.  

Sinir ağı mimarisinin performansı bazı durum-
larda ve görevlerde oldukça yüksek olur iken, mode-
lin ezber yaptığı durumlarla karşılaşılmaktadır. Bu 
durumun önüne geçilmesi YSA’nın kayıp ve doğru-
luk grafikleri incelenirken, erken durdurma kriterle-
rinin de göz önünde bulundurulduğu varsayılmalıdır. 
Ek olarak, sinir ağının öğrenme aşamasında optimi-
zasyon algoritması olan Adamax algoritmasında, 
0,001 öğrenme oranı kullanılmıştır.15 Adam algorit-
masının iyileştirilmiş versiyonu olan Adamax, sinir 
ağı katmanlarındaki ağırlıkları hızlı bir şekilde ayar-
laması ve ampirik sonuçlar üzerinde pratikte daha iyi 
performans göstermektedir.6 Şekil 2’de yer alan 2. 
grafik yani kayıp grafiğine bakıldığında ise kayıp de-
ğeri yani modelin hata oranı diye ifade edersek ol-
dukça azaldığı görülmektedir. Bu durumda, kayıp 
değeri ne kadar düşük olursa model o kadar iyi öğre-
nebilmiş demektir. 

Şekil 3’te yer alan matris en iyi algoritma sonu-
cunu veren modele yani DenseNet-201 mimarisine 
aittir. Karmaşıklık matrisi için yatay eksen tahmin 
edilen etiketleri gösterirken dikey eksen gerçek eti-
ketleri yani uzman bilgisini barındırmaktadır. Buna 

göre normal sınıfı için 197 adet normal etiketi test 
edilirken, 19 adet veride yanlış olarak anormal eti-
keti bulunmuştur. Bununla birlikte değerlendirme 
sırasında 96 adet anormal sınıfı doğru olarak test 
edilirken, 17 adet veri ise normal olarak değerlen-
dirilmiştir. Tablo 2’de yer alan ölçüm sonuçları göz 
önünde bulundurulduğunda matristeki hata değer-
leri uygun görülebilmektedir. 

 TARTIŞMA 
Bu çalışma, panoramik radyografilerde mandibular 
kondil morfolojisinin tespiti ve sınıflandırılmasında 
YSA modellerinin performansının değerlendirilmesi 
üzerine odaklanmıştır. Çalışmadaki gerekli araştır-
malar ve yöntemlerin uygulanması sonucunda, YSA 
tabanlı yöntemlerin mandibular kondil morfolojisini 
belirlemede oldukça başarılı olduğunu göstermiştir. 
YSA modellerinden olan ESA’lar büyük veri küme-
lerinden öznitelik çıkarılmasını sağlayarak, öğrenme 
yetisi ile radyografik görüntülerdeki mandibular kon-
dil yapısını doğru bir şekilde tanımlayabilmeyi sağ-
lamıştır. 

Panoramik görüntüleme klinikte ilk tercih edi-
len teknik olsa da eklem görüntülemesinde kısıtlılık-
ları bulunmaktadır. Panoramik film, çekim esnasında 
ağzın hafif açık ve mandibulanın hafif önde konum-
landırılması nedeniyle kondilin; glenoid fossa için-
deki normal pozisyonunu verememektedir. Ayrıca bu 
teknikte kafa kemiklerinin, TME’nin kemik bileşen-
leri üzerine süperpoze olması bu yapılarda meydana 
gelen küçük değişikliklerin belirlenebilmesini zor-
laştırmaktadır. Panoramik radyografiler eksik yönleri 
nedeniyle kondil ve TME bölgesi değerlendirmesinde 
yetersiz kalabilmektedir. Panoramik filmlere ait bu 
eksiklerin giderildiği bir görüntüleme yöntemi olan 
KIBT kullanıldığında çalışmanın başarısının artabi-
leceği öngörülmektedir. 

KIBT; TME görüntülemesinde her düzlemde ke-
sitsel görüntü vermesi, süperpozisyonun ortadan 
kalkmasına ve bu bölgenin engelsiz değerlendirilme-
sine olanak sağlar. KIBT; kondil erozyonlarının de-
ğerlendirilmesinde geleneksel yöntemlerden daha 
güvenilirdir.16 Bu nedenlerle KIBT’nin TME oste-
oartritinin tanımlanmasında etkili bir araç olarak kul-
lanılması önerilir.16 
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ŞEKİL 3: Karmaşıklık matrisi.
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Çalışmamızda mandibular kondil bölgesi pano-
ramik görüntülerden kırpılarak kullanıldı. Bu çalış-
manın bir sonraki adımında kondilin segmentasyonu 
ve osteoartritik değişikliklerin öğretilmesi ve morfo-
lojik sınıflamasının yapılması da düşünülebilir.  

Mandibular kondillerin panoramik filmlerdeki 
görüntülerini sınıflandıran birçok çalışma bulunmak-
tadır ve bu çalışmalarda çeşitli gruplandırmalar ya-
pılmıştır.  

Oliveira-Santos ve ark. mandibular kondilin 
morfolojik sınıflamasını; oval, kuş gagası, deltoid ve 
çarpık parmak şeklinde sınıflandırmıştır.17 Çamlıdağ 
ve ark. düz, yuvarlak ve açılı olarak gruplandırmış-
tır.18 Yale ve ark. konveks, yuvarlak, açılı ve düz ola-
rak sınıflama yapmışlardır.19 Khanal ve ark. ise oval, 
kuş gagası, deltoid ve çarpık parmak olarak sınıflan-
dırmışlardır.20 

Çalışmamızda; kondiller, morfolojilerine göre 
detaylı gruplandırılmamıştır. YSA’ya mandibular 
kondiller; normal ve anormal olarak 2 grup olarak ta-
nıtılmış ve başarısı test edilmiştir. Elde edilen sonuç-
lar tatmin edici olup çalışmamızın ileriki aşamasında 
detaylı morfolojik sınıflamalardan herhangi biri kul-
lanılarak YSA’nın eğitilmesi de düşünülebilir. 

Çalışmada kondiller, uzman hekim tarafından 
değerlendirilirken sağ-sol birlikte değerlendirilmiş-
tir. Ancak kondiller YSA’ya verilirken, panoramik 
görüntü üzerinden kırpılarak çıkarılmış ve sağ-sol 
olarak etiketlenmemiştir. Bu ise simetriği ile beraber 
değerlendirilerek, normal veya anormal olarak eti-
ketlenen verilerin YSA tarafından tek taraflı değer-
lendirilmesi ile sonuçlanmıştır.  

Tek bir görüntü üzerinde YSA tarafından seg-
mente edilerek, sağ-sol şeklinde de eğitim verildi-
ğinde başarı oranının daha da artacağını tahmin 
etmekteyiz. Zira hafif düzleşme veya belirgin kon-
veksiteye sahip olan kondiller uzman hekim tarafın-
dan simetriği dikkate alınarak sınıflandırılmasına 
rağmen YZ ağı kondilleri bağımsız olarak değerlen-
dirmiştir.  

Çalışmada kaynaklanan hata payının büyük bir 
bölümünün veri kümesinde eş zamanlı olarak yer 
alan sol ve sağ mandibular eklem verilerinin olması 
sayılmaktadır. Bu sebeple, gelecek çalışmalarda 
TME sınıfının sol ve sağ mandibular eklem olarak 

sinir ağına verilmesi hedeflenen performansın artı-
şına sebep olabileceği öngörülmüştür. 

YSA eğitilirken kullanılan omurga ağı için ön-
ceden eğitilmiş modeller kullanılır ve bu yapı trans-
fer öğrenme olarak adlandırılır.21 Verimlilik açısından 
transfer öğrenme kullanılarak yeniden eğitilen model 
değerlendirilir ve sonuçlar bazı son teknoloji yakla-
şımlarla karşılaştırılır. ESA’ların görüntü sınıflandır-
masına dayalı transfer öğrenme işlevi literatürde daha 
önce de bildirilmiştir.22,23 Böylelikle YSA modelleri 
için eğitilen ağırlıklar ile herhangi bir veri kaynağı 
için kullanıma sunularak, performans metrikleri so-
nucunun artırılması sağlanır.24 

DenseNet-201 ve GoogLeNet modeli ile eğitimi 
sağlanmış olan sinir ağları, literatürde görüntülerin 
sınıflandırılması görevlerinde sıkça yer alan perfor-
mans metrikleri ile ölçülmek üzere test aşamasına 
getirilmiştir. Modelin test edilmesi adımında, man-
dibular kondil morfolojisi tespiti için eğitim küme-
sindeki verilerin öğrenilme kapasitesi ölçülmektedir. 
YSA modellerinin yalnızca eğitilmesi değil aynı za-
manda farklı test verileri üzerinde tespit aşamasında 
yüksek başarı göstermesi gerekmektedir. Bu durum, 
eğitim verilerinin homojen bir şekilde dağıtılması ve 
modelin doğru öğrenmesine bağlıdır. GoogLeNet sı-
nıflandırıcısı görüntülerin sınıflandırılması görevinde 
son derece iyi çalışabilen bir algoritmadır. Ancak 
Tablo 1’deki sonuçlar incelendiğinde, DenseNet-201 
modelinin bu görev için daha performanslı sonuç ver-
diği kanısına ulaşılmaktadır. Çünkü YSA modelleri-
nin başarısı; veri kümesinin büyüklüğü, görevin 
karmaşıklığı ve ön işleme görevlerine bağlıdır. 
Bunun en büyük sebeplerinden birisi, DenseNet-201 
modelinin konfigüre edilerek ön işlem adımlarından 
geçirilmesi sayılabilir. Katman sayısının 201 adet ol-
ması ise öznitelikleri mimari içerisinde bir sonraki 
katmana iletilerek öğrenme adımının daha iyi sağ-
lanmasına sebep olmaktadır.  

Ağın öğrenmesi esnasında kayıp değerleri he-
saplanırken Şekil 4’te görüldüğü üzere 2 ayrı grafik 
elde edilmektedir. Veri kümesinin %75’i eğitim için 
ayrılırken eğitim kümesinin %15’lik bölümü ise mo-
delin doğrulamasında kullanıldığı için şekilde yer 
alan sonuçlar eğitim ve doğrulama adımlarına aittir. 
Dolayısıyla doğrulama verisi, modelin eğitim küme-
sinde daha önce tanışmış olduğu veriler olmuştur. 
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Ancak %10’luk bölüm ise modelin daha önce hiç kar-
şılaşmadığı test aşaması verileri olmuştur. Bu sebeple 
hata payının olması muhtemeldir. Buna göre solda 
yer alan ilk grafik eğitim ve doğrulama doğruluğunu 
temsil ederken sağda yer alan 2. grafik ise eğitim ve 
doğrulama kayıp değerlerini ifade etmektedir. Mavi 
ile şekillendirilen çizgiler eğitim esnasında elde edi-
len doğruluk ve kayıp değerlerini temsil ederken tu-
runcu çizgiler ise doğrulama esnasında elde edilen 
değerlere aittir.  

Çalışmamız, Kim ve ark. yaptığı bir çalışma ile 
karşılaştırıldığında, YSA tabanlı mandibular kondil 
morfolojisi belirleme yöntemlerinin diğer ilgili çalış-
malarla uyumlu olduğunu görülmekte ve bu alanda 
YSA’ların uygulanabilirliğini ve etkinliğini daha da 
vurgulamaktadır.25 Ancak konuyla ilgili daha fazla 
araştırma yapılması ve farklı veri kümeleri ile dene-
melerin yapılması, YSA tabanlı yöntemlerin potan-
siyelini tam olarak anlaşılmasına yardımcı olacaktır. 

Dolayısıyla çalışma sonuçlarının doğruluğunu 
artırmak için uzmanlar tarafından etiketlenmiş çok 
fazla veri gerekmektedir. Veri sayısının artırılması ile 
hata payının düşeceği öngörülmektedir. 

 SONUÇ 
Sonuç olarak bu çalışmada, mandibular kondil mor-
folojisinin belirlenmesinde YSA’ların kullanılması 
ile yüksek oranda başarı elde edilmiştir. Panoramik 

görüntüler üzerinde değerlendirilmesi zor olan bu 
bölgede oluşan değişikliklerin ESA ile tanımlanabil-
mesinin, hastaların bu konuda uzman olan hekimlere 
yönlendirilmesi konusunda klinisyenlere kolaylık 
sağlayacağını düşünmekteyiz. 

Finansal Kaynak 
Bu çalışma sırasında, yapılan araştırma konusu ile ilgili doğru-
dan bağlantısı bulunan herhangi bir ilaç firmasından, tıbbi alet, 
gereç ve malzeme sağlayan ve/veya üreten bir firma veya herhangi 
bir ticari firmadan, çalışmanın değerlendirme sürecinde, çalışma 
ile ilgili verilecek kararı olumsuz etkileyebilecek maddi ve/veya 
manevi herhangi bir destek alınmamıştır. 

Çıkar Çatışması 
Bu çalışma ile ilgili olarak yazarların ve/veya aile bireylerinin 
çıkar çatışması potansiyeli olabilecek bilimsel ve tıbbi komite üye-
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